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摘 要： 头部姿态估计作为计算机视觉领域的关键研究任务，在人机交互、安防监控等场景中具有广泛应用前景。然而，实际

的头部姿态应用面临诸多挑战，例如严重的遮挡、光照不足和极端的姿态角度。为此，本文提出一种基于五官旋转位移关系表

征的头部姿态估计方法，该方法主要包含两个模块：五官关系挖掘模块和隐秘位移特征表示模块。五官关系挖掘模块通过精

细建模左眼、右眼、双耳等五官区域的空间分布及相互依赖关系，显著提升模型对头部姿态关键信息的感知与理解能力；隐秘

位移特征表示模块以五官旋转过程中的相对位移为核心，构建适配遮挡场景的稳健特征结构，有效突破遮挡干扰。在 BIWI、

AFLW2000 数据集及其遮挡版本上的实验结果表明，本文方法在遮挡条件下的头部姿态估计性能优于多种现有方法，同时在

无遮挡场景中准确率较高，充分验证了方法的有效性与鲁棒性。
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Abstract： Head pose estimation, a key research task in computer vision, has broad application prospects in human-computer interaction, 
security monitoring and other scenarios. However, practical applications face many challenges, such as severe occlusion, insufficient 
lighting and extreme posture angles. Therefore, this article proposed a head pose estimation method based on the representation of 
rotational displacement relationships of facial features, which mainly included two modules: Facial Relationship Mining (FRM) Module 
and Covert Displacement Feature Representation (CDF) Module. Specifically, the FRM Module significantly enhanced the model’s 
ability to perceive and understand key head pose information by finely modeling the spatial distribution and interdependencies of facial 
regions. The CDF Module constructed a robust feature structure suitable for occluded scenarios centered on the relative displacement 
of facial features during rotation, effectively breaking through occlusion interference. Experimental results on BIWI, AFLW2000 datasets 
and their occluded versions show that the proposed method outperforms several state-of-the-art methods in occluded conditions while 
maintaining comparable accuracy in non-occluded scenarios, fully verifying its effectiveness and robustness.
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0　  引  言

头部姿态估计（Head Pose Estimation，HPE）是计

算机视觉中研究头部旋转角度的重要研究方向。它

作为人工智能和计算机视觉领域的热点技术之一 [1]，

能够在多个领域提供关键支撑，例如智慧教育 [2]、混

合现实 [3]、辅助驾驶 [4]和医学监控 [5]等。近年来，深度

学习已成为解决 HPE 的基础性工具。随着真实场景

应用需求的不断推进，无约束场景下的估计准确性不

足以及真实场景中遮挡问题的普遍性愈发凸显。

过去数十年，头部姿态估计方法已取得长足发

展 。 总 体 可 分 为 两 大 类 ：基 于 面 部 关 键 点 检 测 的

HPE 与基于无关键点的 HPE。

基于面部关键点的 HPE 通常需要使用三维头部

模型或精确定位面部关键点，并以此为基础推断头部

姿态。事实证明，人脸轮廓在头部外形中的相对位置

会显著影响人类对于头部姿态的感知 [6]。面部关键

点与头部姿态存在天然几何关联，检测算法在复杂场

景下具备较好稳定性，被广泛应用于 HPE 任务。正

因如此，此类基于面部关键点的方法具有显著优势，

它们能够直接借助已知的与人类姿态判断相关的因

素进行估计 [7-11]。但该类方法仍存在明显局限：高度

依赖人工标注的关键点数据，标注成本高且耗时；极

端姿态与遮挡场景下易出现关键点缺失、标注不准问

题；姿态估计精度极易受关键点检测误差影响，误差

易逐级传递放大，难以适配无约束真实场景 [12-14]。

基于无关键点的 HPE 不需要检测面部关键点，

而 是 直 接 通 过 图 像 预 测 头 部 姿 态 角 度 。 现 有 无 关

键点 HPE 方法已从表征方式、网络结构与训练策略

等维度不断优化 [15-19]，通过旋转矩阵表征、偏移集合

策略、轻量化网络、Transformer 全局建模与多尺度

注意力设计等思路，直接从图像端到端回归头部姿

态 。 该 类 方 法 无 需 依 赖 面 部 关 键 点 与 三 维 头 部 模

型 ，省 去 人 工 标 注 与 预 处 理 流 程 ，对 训 练 数 据 噪 声

具 备 一 定 容 忍 度 ，泛 化 性 较 强 。 但 其 存 在 固 有 短

板 ，缺 少 面 部 局 部 结 构 的 显 式 约 束 ，易 丢 失 细 粒 度

姿 态 关 联 信 息 ，在 低 光 照 、面 部 遮 挡 等 复 杂 场 景 下

特征挖掘不足，姿态估计精度难以进一步提升 [20-22]。

在 真 实 场 景 中 人 脸 均 存 在 或 多 或 少 的 面 部 遮

挡 ，这 些 遮 挡 会 导 致 关 键 特 征 点（如 眼 睛 、鼻 子 、嘴

巴）的部分或完全丢失，从而影响姿态判断 [23]，这是

影响 HPE 准确性的重要因素之一。

Transformer 架 构 [24-26] 的 注 意 力 机 制 在 计 算 机

视 觉 领 域 的 应 用 为 HPE 技 术 突 破 提 供 了 新 路 径 。

目前基于深度学习的方法中，极少专门针对面部遮

挡 场 景 开 展 头 部 姿 态 估 计 研 究 。 现 有 深 度 学 习 头

部 姿 态 估 计 方 法 涵 盖 分 割 建 模 、关 键 点 热 图 回 归 、

多 任 务 联 合 学 习 及 非 线 性 端 到 端 回 归 等 多 种 思

路 [27-30]，有效提升了姿态估计的鲁棒性、推理效率与

全角度适配能力，模型轻量化与实用部署性也得到

持续优化。但现有基于深度学习的 HPE 方法仍存

在明显短板，多数研究仅聚焦常规无遮挡场景下的

姿态估计性能，专门针对面部遮挡工况开展定向建

模与优化的工作仍相对稀缺；模型缺少遮挡感知与

特 征 补 偿 机 制 ，面 对 口 罩 遮 挡 、外 物 遮 挡 等 真 实 复

杂 场 景 时 ，易 出 现 特 征 退 化 、角 度 回 归 偏 差 大 的 问

题，难以满足无约束实际应用需求 [31-33]。基于此，本

文提出了基于面部五官（文中仅指代眼、眉、鼻、口，

研究未涉及舌部）旋转位移关系的 HPE。

本文的主要工作贡献如下：

1） 构建五官关系挖掘模块，将五官旋转位移关联

规律引入头部姿态估计任务，建模眼、耳、口、鼻不同

区域旋转过程中的跨部位关联规律，挖掘面部高层语

义关联特征，突破传统方法仅使用单一局部特征的缺

陷，为头部姿态估计提供高辨识度的结构特征支撑；

2） 设计隐秘位移表示模块提升抗干扰能力，提出

了聚焦微小关键部位的隐秘位移表征模块，捕捉这类

部位的细微位移与可见性变化。即便在遮挡等复杂

场景下，仍能通过关键部位特征构建稳健表征结构，

有效弥补五官关系失效时的特征缺失，提升估计准确性。

1　  头部姿态图像特征分析

1. 1　问题陈述

在无约束真实场景下，头部姿态估计任务仍存

在多重现实难点。其一，光照强度差异、画面模糊、

背景杂乱等多变成像环境，会大幅干扰面部特征提

取 质 量 ；其 二 ，人 物 头 部 偏 转 角 度 过 大 形 成 的 极 端

姿 态 ，易 造 成 局 部 面 部 区 域 缺 失 ，破 坏 五 官 空 间 关

联信息；其三，口罩、墨镜等外物带来的面部局部遮

挡 问 题 在 现 实 场 景 中 十 分 普 遍 。 各 类 复 杂 干 扰 会

严重降低模型对头部关键特征的稳定捕捉能力，最

终导致头部姿态预测出现明显偏差。因此，如何有

效抵御多类型场景干扰，提升无约束环境下头部姿

态估计的精度与鲁棒性，是当前该领域亟需攻克的

核 心 难 题 。 无 约 束 场 景 可 分 为 环 境 无 约 束 和 姿 态
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无 约 束 ，第 一 个 方 面 主 要 依 赖 于 图 像 质 量 、光 线 条

件 和 背 景 导 致 的 环 境 无 约 束 。 在 真 实 场 景 中 通 常

会出现光线不足、背景复杂或摄像头角度不理想的

情 况 下 ，此 时 算 法 可 能 出 现 较 大 的 误 差 ；第 二 个 方

面由于姿态无约束，头部姿态偏转较大时造成面部

特征的歧义性，算法无法理解面部重要特征。

1. 2　重要观察

基于上述挑战，本文在大量头部图像中观察到

一个显著的规律性现象：如图 1 所示，随头部逐渐旋

转，面部五官的可见性存在变化。

定义 1 旋 转 位 移 ：旋 转 位 移 是 以 头 部 0°正 对

姿 态 为 基 准 ，描 述 头 部 发 生 旋 转 时 ，五 官 中 单 个 部

位（如眼睛、鼻子、耳朵、嘴巴等）自身产生的空间位

置偏移与形态形变特征。头部向不同方向旋转时，

因各部位在面部的解剖位置与空间占比不同，其位

移表现出显著差异性：例如图 1(a)和图 1(c)，耳部随

头部左右旋转会出现明显的暴露与遮挡位移，鼻孔

随头部俯仰会产生可见性转变与细微形态压缩，眼

部 则 伴 随 水 平 偏 移 与 眼 睑 开 合 度 变 化 。 这 种 单 个

部 位 的 位 移 幅 度 、方 向 与 头 部 旋 转 角 度 直 接 相 关 ，

是捕捉头部姿态变化的基础视觉特征，为后续姿态

角度分析提供初始依据。

定义 2 旋转位移关系：旋转位移关系是指头部

旋转过程中，五官内不同部位（无论相邻或远距离，

如眼睛与耳朵、鼻子与嘴巴）之间形变及位移的内在

关联约束规律。它并非单一部位的独立变化，而是

强调跨部位的联动性：如图 1(a)和图 1(b)，某一部位

的特定位移（如右眼水平右移），必然对应其他部位

的 关 联 性 形 变（如 右 耳 暴 露 面 积 增 加 、口 部 轻 微 右

偏）。这种关联不受部位空间距离限制，例如眼睛与

鼻孔的位移联动可反映俯仰角度，耳朵与眼部的位

移关联能指示偏航方向。正是这种跨部位的位移约

束关系，共同构建了头部姿态的完整几何特征，成为

精准判断头部旋转角度归属的核心线索。

定义 3 隐 秘 位 移 感 知 ：隐 秘 位 移 感 知 是 针 对

头 部 姿 态 估 计 中 遮 挡 导 致 五 官 关 系 表 征 失 效 的 问

题，提出的一种特征表示方法。其以五官中面积微

小 但 具 有 姿 态 指 示 性 的 关 键 部 位（如 鼻 孔）为 感 知

核 心 ，这 类 部 位 位 移 幅 度 虽 小 ，却 能 直 接 关 联 特 定

姿态趋势：如图 1(c)和图 1(d)的俯仰场景中，鼻孔随

低头动作由可见转为遮挡，其细微的形态压缩与可

见 性 变 化 ，可 精 准 反 映 头 部“ 向 下 看 ”的 姿 态 特 征 。

当 眼 、耳 等 大 部 位 因 遮 挡 无 法 提 供 有 效 信 息 时 ，通

过捕捉这类隐秘部位的位移与状态变化，能突破遮

挡 干 扰 ，实 现 抗 遮 挡 的 姿 态 特 征 补 充 ，为 头 部 姿 态

的精准估计提供关键且鲁棒的线索支撑。

基于上述定义，具有空间位置偏移与形态形变

特征的五官部位表征为旋转位移表征，具有跨部位

联动约束规律的多部位关联表征为旋转位移关系表

征。二者可结合隐秘位移感知补充建模：如图 1 所示，

头部不同旋转方向下五官各部位的独立空间变化，

即为旋转位移表征，隐秘位移感知可精准捕捉其状

图 1　五官旋转引起的面部结构可见性变化示意图

Fig. 1　Schematic diagram of changes in visibility of facial structure caused by rotation of facial features
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态变化，提取姿态指示的基础视觉特征；而同一旋转

方向不同角度下，五官跨部位的联动约束规律，则为

旋转位移关系表征，隐秘位移感知可提炼其内在几

何约束特征。将三者融合，能全面构建头部姿态完

整几何特征，既提升估计的精准性与抗遮挡能力，也

为无约束场景下的头部姿态分析提供理论支撑。

2　  本文模型

2. 1　整体架构设计

基于五官旋转位移关系表征的头部姿态估计模

型（ForHPE），核心架构由五官关系挖掘模块（Facial 
Relationship Mining Module, FRM）与隐秘位移特征

表示模块（Covert Displacement Feature Representation 

Module,CDF）两部分构成（如图 2 所示），具体流程

如下：首先，以 2D 人脸图像为输入，先通过特征提取

器完成基础特征提取，将提取的特征图像进行分块

操作后，展平为视觉 Tokens 随后将经过位置嵌入的

视觉 Tokens 输入至 FRM 模块进行特征优化；特征增

强后，进入 CDF 模块进行进一步的特征挖掘与损失

优化，该模块在特征提取模块基础上扩展 3 个额外全

连接层，结合细粒度姿态估计设计每个角度的分类

损失与回归损失，并引入新的隐秘位移特征回归损

失，该损失通过将遮挡图像的隐秘位移特征表示近

似为非遮挡图像的特征表示，提升模型对遮挡场景

的姿态预测能力；最后，通过损失计算与输出部分对

各角度损失与隐秘位移特征损失进行加权求和，最

终以欧拉角形式输出头部姿态预测结果。

2. 2　五官关系挖掘模块

设 x为 原 始 特 征 图 ，使 用 BatchNorm 对 其 进 行

归一化，得到 x̂= BatchNorm ( x )。
FRM 包 含 了 多 尺 度 并 行 大 卷 积 核 模 块（Multi 

Scale Parallel Large Convolution Kernel, MSPLCK）

与 增 强 并 行 注 意 力 模 块（Enhance Parallel Atten⁃
tion, EPA）：前者可同步捕捉大面积遮挡区域并恢

复特征细节，后者能并行提取原始特征中的共享全

局信息与位置依赖型局部信息。

1）　MSPLCK
MSPLCK 采 用 三 种 不 同 卷 积 核 尺 寸（7×7、

13×13、19×19）的 并 行 扩 张 卷 积 可 以 提 取 多 尺 度

特 征 。 特 征 提 取 器 因 五 官 边 缘 信 息 突 出 而 优 先 捕

获其底层视觉特征，五官关系挖掘模块通过多尺度

卷积（大卷积和中卷积具有类似于变换器中自注意

力机制的长距离建模能力和大感受野，能够集中处

理大面积的遮挡区域；小卷积则能够聚焦于小面积

的 遮 挡 区 域 并 恢 复 纹 理 细 节）、注 意 力 机 制 及 层 级

化 融 合 ，显 式 建 模 五 官 空 间 分 布 与 跨 部 位 依 赖 关

系。将视觉 Tokens 进行层归一化后先后输入 1×1
卷 积 层 和 5×5 卷 积 层 ，而 后 分 别 输 入 多 尺 度 卷 积

层 。 将 原 始 特 征 图 的 多 尺 度 信 息 在 通 道 维 度 上 进

图中虚线箭头表示具体展开部分，实线箭头表示数据流向。

图 2　ForHPE 模型的网络结构图

Fig. 2　Network architecture diagram of ForHPE model
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行拼接，使得 x3 的特征维度是 x的三倍，表示如下：

y= x+ PWConv ( GELU ( PWConv ( Fm ) ) ) (1)
其中，x表示原始输入特征图；Fm 表示在通道维度上

进行拼接后的多尺度信息。

将 Fm 输入到一个 Pointwise 卷积（PWConv）中，

该 感 知 机 将 Fm 的 特 征 维 度 转 换 为 与 x相 同 。 这 个

PWConv 包含两个逐点卷积，并使用高斯误差线性单

元(Gaussian Error Linear Unit, GELU)作为激活函数。

最 后 ，PWConv 的 输 出 与 恒 等 快 捷 连 接 x 相 加 。

PWConv 不仅能够结合三种不同类型的特征，还能在

拟合去遮挡特征中发挥作用。

2）　EPA
EPA 融合了不同类型的注意力机制，如图 3 所

示 ，该 模 块 包 含 简 单 的 像 素 注 意 力（Simple Pixel 
Attention，SPA）、通 道 注 意 力（Channel Attention，

CA）以及像素注意力（Pixel Attention，PA）。

SPA 由特征提取分支和像素门控分支组成，两

个 分 支 的 输 出 分 别 为 PFs 和 PAs。 将 PFs 作 为 PAs

的像素门控信号，SPA 模块的输出 Fs 计算方法为：

ì

í

î

ïïïï

ïïïï

PF s = Conv ( PWConv ( x̂ ) )
PA s = Sigmoid( PWConv ( x̂ ) )
F s = PF s ⊗ PA s

(2)

其中，PWConv 表示逐点卷积；Conv 表示内核大小为

3 的卷积；Sigmoid 函数用于提取全局像素门控特征。

PA 包含一个 PAp 分支，能够有效提取位置相关

特征，例如图像中不同区域的遮挡。使用 PAp 作为

x̂的全局像素门控信号，PA 的输出 Fp 如(3)式所示：

ì
í
î

PA p = Sigmoid( f1 ( x̂ ) )
F p = x̂⊗ PA p

(3)

其中 ，f1 ( x̂ ) 表示使用 PWConv-GELU-PWConv 组

合 结 构 ，该 组 合 结 构 由 两 个 逐 点 卷 积 层 与 中 间

GELU 激活函数构成，用于拟合特征。

CA 包含一个 CAc 分支，能够高效地提取全局信

息并改变特征的通道维度。使用 CAc 对 x̂进行通道

加权，得到全局通道门控信号（即 CA 的输出 Fc）如

(4)式所示：

ì
í
î

CA c = Sigmoid( f2 ( x̂ ) )
F c = x̂⊗ CA c

(4)

其中 ，f2 ( x̂ ) 代表使用 PWConv-GELU-PWConv 提

取全局通道门控特征。

模型将 3 个不同的注意力门控结果在通道维度

上进行拼接，得到 EPA 的输出 F。通过多层感知机

（Multi-Layer Perceptron， MLP），将 拼 接 后 的 特 征

通道维度减少到与输入 x̂相同的维度。将 MLP 的

输出（即 PWConv(GELU(PWConv(F)))部分）与 x̂相

加，最终得到 FRM 模块的输出 y，如(5)式所示：

ì
í
î

F= Concat ( F s,F c,F p )
y= x̂+ PWConv ( GELU ( PWConv ( F ) ) )

(5)

CA 能 够 更 好 地 提 取 共 享 的 全 局 信 息 并 编 码 ；

PA 则更擅长提取依赖位置的信息并编码。通过同

时 从 原 始 特 征 中 提 取 位 置 依 赖 信 息 和 共 享 的 全 局

信息，有望实现注意力机制的全局优化。然而当两

种不同的注意力机制以串行方式使用时，无法达到

全局最优：CA 先对原始特征进行修改（提取全局信

息），然 后 PA 再 对 已 修 改 的 特 征 提 取 位 置 依 赖 信

息 。 为 了 让 增 强 注 意 力 模 块 能 够 同 时 从 原 始 特 征

中 提 取 共 享 的 全 局 变 量 和 位 置 依 赖 的 局 部 变 量 ，

EPA 将 3 种不同的注意力模块并行化处理。具体来

说，并行编码原始特征，将 3 条独立注意力通路的输

出在通道维度上进行拼接，以获得组合特征 F，并最

终 通 过 MLP 对 组 合 特 征 F 进 行 融 合 得 到 y。 该

FRM 模块能够更加有效地提取和整合遮挡情况下

的特征信息，从而提升 HPE 的准确性和鲁棒性。

2. 3　隐秘位移特征表示模块

在特征提取模块的基础上扩展出 3 个额外的全连

接层，分别用于输出每个欧拉角的预测。骨干网络的

输出会被展平为一个向量，成为后续各个全连接层的

输入。每个全连接层的输出是一个 logits 向量，其中

包含了针对预测角度的原始得分。在这个向量中，每

个角度都被视为一个覆盖一定度数范围的区间。向

量的大小取决于对特定欧拉角所划分的角度区间以

及该欧拉角的完整预测范围。此外，这些全连接层的

输出会应用到一个多损失策略中，以结合分类和回归

两个部分，从而为给定的欧拉角生成最终的整体损失。

对分类任务而言，在全连接层的 K 维输出向量上施加

了 Softmax 激活函数和交叉熵损失。Softmax 函数通

过计算每个区间输出的指数 ezi，然后将其除以所有指

数之和，将 logits 向量转换成概率 S ( zi )，从而使得激

活后的向量中所有概率的总和为 1。S ( zi ) 如(6)所示：

图 3　简单像素注意力（SPA）、通道注意力（CA）和像素注意

力（PA）的示意图

Fig. 3　Schematic diagrams of Simple Pixel Attention 
(SPA), Channel Attention (CA), and Pixel Attention (PA)
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S ( zi )= ezi

∑
j = 1

K

ezj

(6)

其中，zi 是第 i 类的 logit。
随 后 ，交 叉 熵 损 失 结 果 通 过 (7)式 计 算 ，得 到 分

类损失 L class：

L class = -∑
i = 1

K

ti log ( S ( zi ) ) (7)

其中，ti 是地面真值（0 或 1）的得分激活结果。

除 了 分 类 损 失 之 外 ，还 引 入 了 回 归 组 件 ，用 于

确定并回归预测角度与真实值之间的误差（以度为

单 位）。 通 过 使 用 Softmax 激 活 获 得 的 各 区 间 的 概

率计算给定角度的期望，可以确定预测的角度 θ̂：

θ̂ = w ∑
i = 1

K

pi ( i - 1 + K
2 ) (8)

其中，w 是以度为单位的区间宽度；K 是分类的区间

数 量 ；pi 是 角 度 属 于 第 i 个 区 间 的 概 率 ；偏 移 量

1 + K
2 将区间索引移动到各自的区间中心。

用于回归组件的损失是预测角度 θ̂ 与真实角度 θ
之间的均方误差，适用于 N 个预测，得到回归损失 Lreg：

L reg = 1
N ∑

i = 1

N

( θ̂ - θ )2 (9)

分类损失 Lclass 的目标是通过将每个姿态角度分

类 到 一 个 角 度 区 间 中 ，帮 助 模 型 预 测 其 附 近 的 角

度 。 随 后 ，引 入 回 归 损 失 Lreg 以 辅 助 模 型 实 现 细 粒

度 的 角 度 预 测 。 欧 拉 角 的 分 类 损 失 和 回 归 损 失 通

过一个正则化超参数 α 结合在一起，以控制这两项

之间的平衡。总体而言，训练欧拉角时使用的 3 种

损失可以表示为：

ì

í

î

ï
ïï
ï

ï
ïï
ï

L yaw = L yaw
class ( θ,θ̂ )+ αL yaw

reg ( θ,θ̂ )
L pitch = L pitch

class ( θ,θ̂ )+ αL pitch
reg ( θ,θ̂ )

L roll = L roll
class ( θ,θ̂ )+ αL roll

reg ( θ,θ̂ )

(10)

其中，θ̂ 代表预测值；θ 是训练数据集中提供的相应

欧拉角真值，包含偏航角（Yaw）、俯仰角（Pitch）、翻

滚角（Roll）。

2. 4　损失函数

在头部姿态估计任务中，设计一个有效的损失

函数是优化模型性能的关键。最大后验估计（Maxi⁃
mum A Posteriori, MAP）通过结合观测数据与先验

分 布 推 断 最 优 的 模 型 参 数 。 为 了 提 升 头 部 姿 态 估

计 的 精 度 与 鲁 棒 性 ，本 文 基 于 MAP 估 计 ，结 合 KL
散 度 和 高 斯 先 验 设 计 了 一 种 新 的 损 失 函 数 。 给 定

一组人脸图像 X及其构建的真实角度分布 Ŷ，训练

的目标是通过最大化后验概率 p ( β|X,Ŷ ) 找到最佳

的 β 估计值。这里的 β 表示所提出的 ForHPE 模型

中的所有神经网络参数，β * 表示所有神经网络参数

的最佳估计值。β * 可以表示为：

β * = arg maxβ p ( β|X,Ŷ ) (11)
根据贝叶斯准则，(11)式可写作：

β * = arg max p ( X,Ŷ |β ) p ( β )
p ( X,Ŷ )

(12)

由于 p ( X,Ŷ ) 与 β 无关，因此可以认为 p ( X,Ŷ )
是一个常数。因此，(12)式可以写为：

β * = arg maxp ( X,Ŷ |β ) p ( β ) (13)
等式两边分别取对数函数，等式(13)可改写为：

β * = arg max ( logp ( X,Ŷ |β )+ logp ( β ) ) (14)
需 要 定 义 两 个 概 率 密 度 函 数 。 似 然 概 率

p ( X,Ŷ |β ) 表 示 预 测 分 布 与 真 实 分 布 之 间 的 距 离 。

选择库尔贝克-莱布勒（KL）散度衡量这一距离。似

然概率可以表示为：

p ( X,Ŷ |β )∝ exp(-∑
t

y t ln yt

ŷ *
t

) (15)

其中，yt 为真实角度分布；ŷ *
t 表示模型预测的分布。

在具体实现中，KL 散度可近似为由角度损失三项组

成的预测误差衡量项。为了抑制网络中噪声参数对

结果的影响，对先验分布 p ( β )引入高斯正则化项：

p ( β )= 1
2π σ 2

exp(- β 2

2σ 2 ) (16)

将 (15)式和 (16)式代入 (14)式，MAP 问题转化为

一个最小化对象的问题，该对象最小化概率的负对

数。因此，(14)式可写作：

β * = arg min ( ∑
t

y t ln
yt

ŷ *
t

+ ω β 2

2
) (17)

故提出的 ForHPE 模型的损失函数为：

L ( β )=∑
t

y t ln
yt

ŷ *
t

+ ω β 2

2
(18)

其中，符号 ω 表示正则化系数。在隐藏层中使用 L2
范数，以避免训练阶段参数的大幅增长。

此 外 ，为 了 增 强 模 型 的 泛 化 能 力 ，尤 其 是 在 处

理 遮 挡 情 况 时 ，本 文 引 入 了 隐 秘 位 移 特 征 回 归 损

失 。 隐 秘 位 移 特 征 是 包 含 神 经 网 络 最 高 层 特 征 值

的 抽 象 低 维 空 间 。 这 些 特 征 值 编 码 了 观 察 到 的 输

入数据的最相关内部表示，并能够在隐秘位移特征

中 将 语 义 上 相 似 的 姿 态 输 出 更 靠 近 地 放 置 。 这 种

损 失 的 背 后 理 念 是 将 遮 挡 图 像 的 隐 秘 位 移 特 征 表

示近似于非遮挡图像的隐秘位移特征表示，从而使

模 型 能 够 更 好 地 预 测 存 在 遮 挡 的 姿 态 。 额 外 的 隐

秘位移特征回归损失是遮挡图像的预测隐秘嵌入 Ê

6
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与非遮挡图像的真实嵌入 Egt 之间的均方误差。因

此对于 N 个预测，表示如下：

L latent = 1
N ∑

i = 1

N

( Ê - E gt )2 (19)

其中，非遮挡图像的真实隐秘位移特征嵌入 Egt 是通过

骨干网络上的推理之前提取的。最终总体损失是由

角度损失和隐秘损失组成，并引入一个超参数 γ，在此

作为损失权重，来处理它们之间的权衡可以表示为：

L = ( 1 - γ ) ( L yaw + L pitch + L roll )+ γL latent (20)
值 得 注 意 的 是 ，本 文 的 骨 干 网 络 有 两 个 版 本 ，

分 别 为 以 ResNet50 为 骨 干 网 络 的 ForHPE，和 以

Transformer 为 骨 干 网 络 的 ForHPE+ 。 基 于 五 官

旋 转 位 移 关 系 表 征 的 高 效 头 部 姿 态 估 计 的 模 型 训

练过程如算法 1 所示。

3　  实验结果及讨论

3. 1　数据集

本文的实验部分采用了 3 个开源的流行数据集

（300W-LP、AFLW2000 和 BIWI 数据集）。这些数据

集包含精确头部姿态注释、众多身份不同的人脸以及

不同的照明条件，并且都涉及大姿势的头部偏转图像，

有利于在真实场景中对学习者的注意力进行评估。

300W-LP[34]：它是从 300W 数据集扩展而来的，

其中包括 68 个关键点定位。300W-LP 数据集的图

像来自不同的数据集，包括 AFW 数据集、LFPW 数

据集、HELEN 数据集、IBUG 数据集和 XM2VTS 数

据 集 等 。 共 有 61 225 幅 图 像 ，其 中 1 786 幅 来 自

IBUG 数据集，5 207 幅来自 AFW 数据集，16 556 幅

来自 LFPW 数据集，37 676 幅来自 HELEN 数据集。

AFLW2000[35]：它 包 含 了 使 用 面 部 建 模 技 术

3DMM 拟合注释的 AFLW 数据集的前 2 000 幅图像。

BIWI[36]：该数据集包含 24 个由 20 人组成的序列，

总共超过 15 000 幅图像。头部姿势的变化在偏航方

向上为[−75°,+75°]，在俯仰方向上为[−60°,+60°]。
合成遮挡数据集：采用 Celestino 等 [11]工作中的

多个合成遮挡数据集，这些数据集的生成过程依托

于 二 维 RGB-D 图 像 数 据 。 通 过 RGB-D 相 机 同 时

捕获 RGB 信息和深度信息。

3. 2　实验指标

本 文 选 取 评 估 头 部 姿 态 估 计 框 架 时 广 泛 采 用

的 指 标 偏 航 角（Yaw）误 差 、俯 仰 角（Pitch）误 差 、翻

滚 角（Roll）误 差 及 平 均 绝 对 误 差（Mean Absolute 
Error，MAE），作为评价指标。MAE 表示如下：

MAE = 1
N ∑

i = 1

N

|| θi - θ̂ i , (21)

其中，θ̂ i 是预测角度；θi 为真实角度值。当比较不同

方 法 的 性 能 时 ，较 小 的 Yaw 角 误 差 、Pitch 角 误 差 、

Roll 角误差、MAE 值表示该方法具有更好的性能。

3. 3　对比方法

为验证所提方法性能，选取 HPE 领域 13 种先进

方法作对比，它们在损失设计、网络架构、特征处理等

方面各有创新，覆盖不同技术路径以全面衡量效果。

HopeNet[30]：使用三个单独的损失对应三个欧拉

角，每一个损失包含分类损失和回归损失两部分。

FSA-Net[33]：提出学习一种细粒度结构映射，在

聚 合 前 对 特 征 进 行 空 间 分 组 。 这 种 细 粒 度 结 构 提

供了基于部分的信息和池化值。

WHENet[31]：采 用 了 HopeNet 的 整 体 框 架 。 并

采用更轻的主干网络，结合了来自 MobileNetV2 的

倒排残差块，以减少参数数量，同时增加跳过连接。

HeadPosr[21]：首 次 将 Transformer 用 于 HPE 领

域，探究 Transformer 编码器的作用。

TirNet[15]：提 出 利 用 旋 转 矩 阵 中 的 三 个 向 量 作

为头部姿态估计的表示。

DAD-3D[12]：提 出 了 3D 密 集 头 部 校 准 野 外 模

型，利用丰富的监督和多个相关任务的协同训练。

LwPosr[18]：采用深度可分离卷积和 Transformer
编码器层的混合结构，该结构分为两个流和三个阶

段，以提供精细的回归预测头部姿态。

算法 1

输入：

输出：

1
2
3
4
5
6
7
8
9

10
11
12
13
14
15
16

基于五官旋转位移关系表征的高效头部姿态估计

输入图像 X，姿态标记 θgt，隐秘位移特征 Egt，训练

总轮数 T

训练后 ForHPE 模型

#视觉 Tokens 构造

V={v1,v2,···,vn}
#位移 Tokens 构造

D={d1,d2,···,dn}
while 训练未达到设定的最大迭代次数  do:

for j=1 to (N+K) do:
F=Backbone(X)
FFRM=FRM(V)
θ̂= CDF( D,FFRM )
L pose = L class + αL reg

Ê=LatentPredict(F)
L latent = MSE ( Ê,E gt )
L = ( 1 - γ ) L pose + γL latent

end for
end while
return 训练后 ForHPE 模型

7
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TokenHPE[20]：出 了 一 种 基 于 Transformer 架 构

的新颖的关键少数关系感知方法，该方法可以学习

面部部分之间的关系。

6DRepNet[16]：通过引入旋转矩阵形式来处理旋

转标签的模糊问题，并提出了一种连续的六维旋转

矩阵表示，以实现高效且稳健的直接回归。

LSR[11]：提出了一种新颖的深度学习方法，用于

解决遮挡下的头部姿态估计问题。

CMSA-L[22]：提 出 了 一 种 新 的 注 意 力 机 制 ，称

为 级 联 多 尺 度 注 意 力（CMSA），专 为 CNN-ViT 混

合架构设计，以有效处理低分辨率输入。

ORC[13]：通过引入面部 landmark 加权图的 Ricci
曲率离散化形式来处理头部姿态估计中对光照、遮挡

等环境变化敏感且传统特征难以捕捉全局几何关联

的问题，并提出了一种基于 Ollivier-Ricci 和 Forman-
Ricci 两种离散曲率的特征提取与随机森林回归结合

的框架，以实现高效且稳健的单图像头部姿态估计。

TUL[14]：提 出 了 一 个 新 的 框 架 ，它 包 括 一 个 用

于联合真实标签和姿态预测的多任务网络、以及一

组 可 学 习 的 三 维 标 准 地 标 和 一 个 图 像 生 成 网 络 。

通过对条件图像生成和几何一致性的综合损失，对

未标记的人脸图像进行协同学习。

3. 4　实验设置

ForHPE 模型实验中，输入图像尺寸设为 224×
224，分别加载合成遮挡与原始 300W-LP 数据集图

像 ；批大小均为 64，ViT 版本训练 100 个训练轮数，

ResNet50 版 本 训 练 25 个 训 练 轮 数 。 采 用 Adam 优

化 器 ，初 始 学 习 率 1E− 5，超 参 数 α=2、γ=0. 999。

训练用 300W-LP 数据集遮挡版本，测试用 BIWI 和

AFLW2000 数据集的遮挡与非遮挡版本；在不借助

跟踪手段的前提下，针对旋转角度在 [−99°,99°]范
围 内 的 人 脸 ，采 用 MTCNN 算 法 [37]完 成 人 脸 检 测 。

实验在 Linux 操作系统下进行，使用 NVIDIA A800 
GPU，深度学习框架为 PyTorch。

3. 5　实验结果与分析

3. 5. 1　对比实验

为对比模型性能，进行不同模型在 AFLW2000、

BIWI 数 据 集 上 性 能 测 试 的 对 比 实 验 。 在

AFLW2000 数据集上测试的实验结果如表 1 所示。

本研究提出的基于 ResNet 的 ForHPE 在遮挡处理后

的 AFLW2000 数据集上，偏航角误差仅 4. 049°，是该

场景下所有对比模型中这一指标的最佳结果，仅在

遮挡场景的 Pitch、Roll 指标上略逊于 LSR 模型，本研

究提出的基于 Transformer 的 ForHPE+模型在该场

景下的俯仰角、翻滚角误差及综合 MAE 较优。在无

遮挡的 AFLW2000 数据集上，ForHPE 的 Yaw 角度

误差 3. 346°是该场景下的最低值，ForHPE+的 Yaw
误差 3. 553°也仅略高于这一最优结果，且其 Pitch 误

差 5. 125°也优于不少对比方法。

在 300W-LP 数据集上训练，在 BIWI 数据集上

表 1　遮挡和非遮挡 AFLW2000数据集上与众多模型的比较结果

Table 1　Comparison results with many models on occluded and non occluded AFLW2000 datasets
(°)

模型

HopeNet[30]

FSA-Net[33]

WHENet[31]

HeadPosr[21]

TirNet[15]

DAD-3D[12]

LwPosr[18]

TokenHPE [20]

6DRepNet[16]

LSR[11]

CMSA-L[22]

ORC[13]

TUL[14]

ForHPE
ForHPE+

主干网络

ResNet50
CNN
CNN

Transformer
ResNet50
ResNet50

Transformer
Transformer

ResNet50
ResNet50
CNN-ViT
ResNet50

CNN
ResNet50

Transformer

遮挡处理后的 AFLW2000 数据集

Yaw
12. 438
13. 664
16. 515

―

―

7. 084
10. 771

―

8. 904
4. 902

―

―

―

4. 049

4. 441

Pitch
10. 277
10. 880
11. 669

―

―

14. 953
9. 278

―

9. 799
5. 968

―

―

―

6. 437
5. 822

Roll
8. 586

10. 067
10. 267

―

―

13. 680
8. 335

―

7. 408
4. 625

―

―

―

4. 926
4. 567

MAE
10. 434
11. 537
12. 817

―

―

11. 906
9. 461

―

8. 704
5. 165

―

―

―

5. 137
4. 943

无遮挡的 AFLW2000 数据集

Yaw
4. 965
5. 109
4. 475
4. 640
4. 040
3. 667
4. 267
4. 530
3. 630
3. 754
4. 150
3. 350
3. 460
3. 346

3. 553

Pitch
5. 250
6. 462
6. 222
5. 840
5. 780
4. 765

5. 015
5. 730
4. 918
5. 210
5. 100
4. 390
4. 500
5. 768
5. 125

Roll
3. 956
3. 356
5. 017
4. 300
4. 200
3. 153

3. 722
4. 290
3. 371
3. 819
3. 890
3. 650
3. 700
4. 185
3. 798

MAE
4. 724
5. 642
5. 238
4. 920
4. 670
3. 861

4. 335
4. 850
3. 979
4. 261
4. 380
3. 790
3. 890
4. 433
4. 159

注：“―”表示该模型未在此数据集上进行实验；加粗数据表示该指标最优结果；下划线数据表示该指标次优结果。
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测试的实验结果如表 2 所示，与 AFLW2000 数据集

中对比的方法相同。由实验结果可直观发现，本文

提 出 的 ForHPE+ 在 存 在 面 部 遮 挡 的 BIWI 数 据 集

上表现最优，其 Roll、Pitch、Yaw 三个姿态角的平均

绝对误差（MAE）均为所有对比方法中最低。对于

基 础 模 型 ForHPE，其 整 体 性 能 弱 于 改 进 版

ForHPE+；但与其余主流方法横向对比后可知，仅

LSR 模 型 整 体 误 差 略 低 于 ForHPE，其 余 对 比 方 法

的 姿 态 估 计 误 差 均 高 于 ForHPE。 在 无 遮 挡 的 BI⁃

WI 数 据 集 上 ，ForHPE+ 虽 未 取 得 全 局 最 优 结 果 ，

但仍具备极具竞争力的较优性能；其中该模型 Pitch
维 度 的 角 度 误 差 在 全 部 对 比 算 法 中 达 到 最 低 。 同

时 ForHPE+ 模 型 的 总 体 MAE 误 差 在 所 有 对 比 方

法中是第二低的，与效果最好的方法只相差 0. 234°。
综 合 实 验 结 果 表 明 ，ForHPE+ 模 型 在 遮 挡 场

景下表现优于现有先进方法，在无遮挡场景中也保

持了较强竞争力，充分验证了五官旋转位移表征与

双模块设计的有效性。

3. 5. 2　消融实验

1） 损失权重 γ
为进一步探讨不同超参数值 γ 中哪一个的效果

最 佳 ，进 行 了 损 失 权 重 γ 的 消 融 实 验 。 在

ForHPE+模型上进行实验，在 300W-LP 数据集上

进行训练，在遮挡和未遮挡的 AFLW2000 数据集和

BIWI 数 据 集 上 对 比 MAE 以 及 Yaw、Pitch、Roll 三

个角度的误差，找出最佳的超参数 γ 的值。共讨论

了 5 种 超 参 数 γ 值 的 设 置 ，分 别 为 {0, 0. 5, 0. 990, 
0. 999, 1}。通过手动调试可发现明显变化趋势，该

超参数在数值接近 1 的区间内模型性能达到最优，

因 此 本 次 超 参 数 的 选 取 策 略 以 实 验 观 察 得 到 的 规

律为依据。实验结果如图 4 所示，当 γ 取值为 0. 999
时 ，模 型 在 所 有 测 试 数 据 集 上 的 MAE 及 各 角 度 误

差大多达到最小值，是兼顾角度预测精度与抗遮挡

鲁棒性的最优超参数设置。对比不同超参数 γ 的三

维 柱 状 图 ，γ =0. 999 时 在 遮 挡 和 未 遮 挡 的

AFLW2000、BIWI 数 据 集 上 均 取 得 了 最 优 或 接 近

最优的误差指标。这说明在 CDF 中，给隐秘位移特

征 回 归 损 失 赋 予 较 高 的 权 重 最 有 利 于 整 体 性 能 。

通 过 对 损 失 权 重 γ 的 消 融 实 验 可 以 发 现 ，当 γ 取 接

近 1 的最优值时，即 0. 999，模型在各类测试场景下

均能达到最佳精度与鲁棒性，验证了对隐秘位移特

征赋予较高权重的合理性与必要性。

此时模型既能充分利用隐秘位移特征表示对齐

来纠正遮挡对特征学习造成的干扰，又不会因完全忽

略角度损失而影响基本的姿态预测精度，从而达到遮

挡场景和正常场景的较好平衡。

2） 关键模块的有效性

模型主要由 FRM 和 CDF 两个部分组成，为了探

讨 FRM、CDF 在模型中的有效性，在 ForHPE+模型

上进行实验，在 300W-LP 数据集上进行训练，在遮挡

表 2　遮挡和非遮挡 BIWI数据集上与众多模型的比较结果

Table 2　Comparison results with many models on occluded and non occluded BIWI datasets
(°)

模型

HopeNet[30]

FSA-Net[33]

WHENet[31]

HeadPosr[21]

TirNet[15]

DAD-3D[12]

LwPosr[18]

TokenHPE [20]

6DRepNet[16]

LSR[11]

CMSA-L[22]

ORC[13]

TUL[14]

ForHPE
ForHPE+

主干网络

ResNet50
CNN
CNN

Transformer
ResNet50
ResNet50

Transformer
Transformer

ResNet50
ResNet50
CNN-ViT
ResNet50

CNN
ResNet50

Transformer

遮挡处理后的 BIWI 数据集

Yaw
6. 725

10. 987
21. 101

―

―

5. 532
10. 784

―

7. 883
5. 762

―

―

―

5. 726
5. 361

Pitch
8. 616
9. 848

13. 188
―

―

7. 924
9. 654

―

14. 983
5. 529

―

―

―

7. 043
4. 813

Roll
7. 338
7. 846

11. 225
―

―

7. 478
10. 309

―

9. 665
3. 997

―

―

―

5. 008
3. 634

MAE
7. 560
9. 560

15. 171
―

―

6. 978
10. 249

―

10. 844
5. 096

―

―

―

5. 926
4. 603

无遮挡的 BIWI 数据集

Yaw
4. 375
5. 420
4. 395
4. 080
4. 110
3. 981
4. 417
3. 950
3. 241

4. 366
4. 490
3. 570
3. 600
4. 023
4. 112

Pitch
3. 559
5. 568
4. 346
5. 100
4. 760
5. 241
4. 875
4. 510
4. 482
3. 686
4. 630
4. 190
8. 500
4. 768
3. 533

Roll
3. 348
4. 515
4. 674
3. 020
3. 050
2. 923
3. 191
2. 710
2. 683

3. 786
2. 850
3. 850
8. 700
3. 759
3. 473

MAE
3. 761
5. 168
4. 472
4. 060
3. 970
4. 048
4. 161
3. 720
3. 472

3. 946
3. 990
3. 870
6. 900
4. 183
3. 706

注：“―”表示该模型未在此数据集上进行实验，表中加粗数据表示该指标最优结果，下划线数据表示该指标次优结果。
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处理后的 AFLW2000 数据集上测试。对比 MAE 以及

Yaw、Pitch、Roll 三个角度的误差，验证关键模块的有

效性。FRM 模块中包含 MSPLCK 和 EPA 两个重要

组成部分，具体讨论 FRM 的两个子模块，如表 3 所示。

可 以 看 出 在 基 线 模 型 上 逐 步 加 入 各 个 关 键 模

块 后 ，模 型 的 Yaw、Pitch、Roll 以 及 MAE 均 有 不 同

程度的下降，说明每个模块都对提升模型性能发挥

了 积 极 作 用 。 其 中 ，当 MSPLCK、EPA、CDF 同 时

启 用 时 ，指 标 均 达 到 最 低 ，表 现 最 优 。 这 样 的 性 能

提升主要得益于 MSPLCK 在特征层面同时捕捉不

同尺度的遮挡信息，EPA 让模型并行关注全局通道

特征和局部空间信息。这充分验证了 FRM 模块作

为模型核心特征提取单元的设计合理性，其内部子

模块的协同作用实现了对遮挡场景的针对性适配，

强化了五官关系的细粒度建模。

3） 300W-LP 数据集最佳遮挡比

实验是在合成遮挡数据集 300W-LP 数据集上

进行实验，故训练时修改遮挡图像和原始图像的批

大 小 调 整 遮 挡 比 。 为 了 探 讨 不 同 遮 挡 比 的 设 置 对

实验结果的影响，进行了最佳遮挡比实验。本小节

共讨论了 3 种遮挡比的设置，分别为遮挡图像与原

始 图 像 的 比 例 为 1∶1、遮 挡 图 像 与 原 始 图 像 的 比 例

为 1∶2、使用原始的 300W-LP 数据集。通过实验验

证不同遮挡比对隐秘位移特征回归的影响，同样在

表现较好的 ForHPE 模型上进行实验，在 300W-LP
数据集上进行训练，在遮挡和未遮挡的 AFLW2000
数 据 集 和 BIWI 数 据 集 上 对 比 MAE 以 及 三 个 角 度

的 误 差 ，来 论 证 最 佳 遮 挡 比 。 结 果 如 表 4 和 表 5 所

示，可以清晰观察到不同遮挡程度下模型的性能变

化规律，其中遮挡图像与原始图像比例为 1∶1 的中

表 3　在遮挡处理后的 AFLW2000上的消融实验

Table 3　Ablation Experiment of key modules on 
AFLW2000 after occlusion processing

FRM
MSPLCK

✕
✕
✕
✕
􀳫

EPA
✕
✕
􀳫
􀳫
􀳫

CDF

✕
􀳫
✕
􀳫
􀳫

Yaw/
（°）

5. 427
5. 138
5. 104
5. 013
4. 441

Pitch
/（°）

6. 331
6. 132
6. 017
5. 932
5. 822

Roll/
（°）

4. 618
4. 701
4. 659
4. 597
4. 567

MAE
/（°）

5. 459
5. 324
5. 256
5. 181
4. 943

Δ/%

−10. 4
−7. 7
−6. 3
−4. 8

―

注：“Δ”表示相对于 MSPLCK、EPA、CDF 均启用的完整模型 MAE 
的变化百分比，负值表示劣于完整模型；加粗数据表示该指标最优

结果；下划线数据表示该指标次优结果。

表 4　不同遮挡比在 AFLW2000的实验结果对比

Table 4　Experimental results of different occlusion ratios 
in occluded and unobstructed AFLW2000

（°）

遮挡比

1∶1
1∶2

原始数据集

1∶1
1∶2

原始数据集

Yaw
遮挡处理后的 AFLW2000 数据集

4. 441

4. 869
4. 835

无遮挡的 AFLW2000 数据集

3. 553

3. 789
3. 863

Pitch

5. 822

6. 079
5. 846

5. 125

5. 295
5. 125

Roll

4. 567

4. 670
4. 469

3. 798

3. 908
3. 826

MAE

4. 943

5. 206
5. 050

4. 159

4. 331
4. 271

注：加粗数据表示该指标最优结果；下划线数据表示该指标次优结果。

表 5　不同遮挡比在 BIWI的实验结果对比

Table 5　Experimental results of different occlusion ratios 
in occluded and unobstructed BIWI

（°）

遮挡比

1∶1
1∶2

原始数据集

1∶1
1∶2

原始数据集

Yaw
遮挡处理后的 BIWI 数据集

5. 361

6. 425
6. 052

无遮挡的 BIWI 数据集

4. 112

4. 630
4. 462

Pitch

4. 813

5. 621
4. 953

3. 533
3. 661
3. 190

Roll

3. 634

3. 972
4. 371

3. 473
3. 346

3. 708

MAE

4. 603

5. 339
5. 125

3. 706

3. 879
3. 787

注：加粗数据表示该指标最优结果；下划线数据表示该指标次优结果。

图 4　对不同超参数 γ 的三维柱状图(a)遮挡处理后的

AFLW2000 数据集;(b)无遮挡的 AFLW2000 数据集;(c)遮挡

处理后的 BIWI 数据集;(d)无遮挡的 BIWI 数据集

Fig. 4　Three-dimensional histogram of different hyper pa⁃
rameter γ (a) AFLW2000 dataset after occlusion processing; 
(b) An unobstructed AFLW2000 dataset; (c) BIWI dataset af⁃

ter occlusion processing; (d) Unobstructed BIWI dataset
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度遮挡场景，成为模型性能表现的最优区间。在该

比 例 下 ，无 论 是 遮 挡 测 试 集 还 是 未 遮 挡 测 试 集 ，模

型在 AFLW2000 与 BIWI 两大基准数据集上均取得

最佳或接近最佳的误差表现，充分体现了模型对中

度遮挡场景的良好适配性。

当遮挡比达到 1∶1，进入中度遮挡场景时，尽管

部分面部关键特征受到遮蔽，带来一定的特征提取

困难，但模型依靠训练数据中对五官旋转位移关系

的 建 模 ，充 分 挖 掘 剩 余 有 效 面 部 信 息 ，实 验 指 标 提

升 。 这 种 性 能 变 化 趋 势 直 观 反 映 了 模 型 在 不 同 遮

挡强度下的鲁棒性差异，也印证了 1∶1 的中度遮挡

训 练 比 例 能 让 模 型 在 特 征 学 习 与 抗 遮 挡 能 力 之 间

达到最佳平衡。

3. 5. 3　可视化效果与分析

1） t-SNE 隐秘位移特征可视化

隐秘位移特征是一个抽象的多维空间，用于映

射神经网络对外部输入数据的相关内部表征，并提

供对训练所学内容的洞察。在这个空间中，数据点

之间的距离与输入数据的语义相似度相关。因此，

相似的样本在该空间中彼此距离更近，而不相似的

样本距离更远。为了直观观察隐秘位移特征，进行

了 t-SNE 隐 秘 位 移 特 征 可 视 化 实 验 。 使 用 的 模 型

ForHPE 和 ForHPE+在无遮挡的 AFLW2000 数据

集上进行了推理，并保存了输出的隐秘位移特征，以

应用 t-分布随机邻居嵌入（t-SNE）技术。它是一种

非线性方法，能够通过为每个数据点在二维或三维

空间中指定一个位置可视化高维数据如图 5 所示。

图 5(a)和图 5(b)颜色相近（表示头部姿态角度相

近）的点在二维空间中更为接近，形成较明显的簇。

这说明模型在其隐秘位移特征中，已经能够将姿态

相 似 的 样 本 映 射 到 相 邻 区 域 。 颜 色 差 异 较 大 的 样

本（姿态差距较大）分布在二维平面的不同位置，彼

此间距离更远，表明模型在区分各类极端或差异较

大 的 头 部 角 度 时 具 有 一 定 的 判 别 能 力 。 同 时 观 察

左 、右 两 个 子 图 可 以 发 现 ，尽 管 两 种 模 型 在 可 视 化

分布上有些差异，但都呈现出随角度变化由中心向

外 或 在 不 同 区 域 分 散 的 趋 势 。 这 充 分 验 证 了 所 提

模 型 学 习 到 的 隐 秘 位 移 特 征 具 备 良 好 的 姿 态 聚 类

与角度区分特性，能够有效表征头部姿态的细微变

化与全局差异。

2） 深度特征可视化

为了观察对比不同模型提取特征位置，进行了

深 度 特 征 可 视 化 实 验 。 为 避 免 可 视 化 图 像 排 布 繁

杂、对比效果模糊，本实验从 13 种对比方法中挑选 3
种综合性能较优的代表性算法开展对照；图中虚线

圈内区域代表模型重点关注的区域，可直观区分各

模 型 的 特 征 聚 焦 差 异 。 图 6 展 示 了 在 AFLW2000
数据集上，各个模型的深度特征可视化。

可 以 观 察 到 ，相 较 于 6DrepNet、LwPosr 和

TokenHPE，ForHPE 模 型 能 够 更 准 确 地 聚 焦 在 人

脸 关 键 区 域 ，在 面 对 侧 脸 、低 头 及 遮 挡 等 复 杂 场 景

时 仍 表 现 出 较 强 的 关 键 区 域 建 模 能 力 。 这 表 明

ForHPE 在引入 FRM 模块后，显著提升了模型对面

部关键结构的感知能力，能够更精细地捕捉面部边

缘轮廓与器官分布信息，从而增强了姿态估计的准

确 性 与 在 复 杂 环 境 下 的 鲁 棒 性 。 这 充 分 印 证 了

FRM 模块在强化面部关键特征感知、抑制无关干扰

方面的核心作用，其设计思路与头部姿态估计任务

的核心需求契合，为模型在复杂场景下保持优异性

能提供了特征支撑。

图 5　无遮挡的 AFLW2000 数据集上两种模型的可视化(a)ForHPE;(b)ForHPE+
Fig. 5　Visualization of two models on non occluded AFLW2000 dataset(a)ForHPE;(b)ForHPE+
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3） 注意力图像迭代可视化

为了探讨所提 HPE 模型在训练过程中的关键

关 注 区 域 ，本 文 开 展 了 注 意 力 图 像 迭 代 可 视 化 实

验。图 7 从左向右展示了在 AFLW2000 数据集上，

ForHPE 模 型 通 过 注 意 力 图 像 可 视 化 的 训 练 过 程 ，

图中虚线圈内区域代表模型分配高权重、重点捕捉

图 6　AFLW2000 数据集上，各模型深度特征可视化

Fig. 6　Visualization of depth features of each model on AFLW2000 dataset

12



刘秋霞  等: 基于五官旋转位移关系表征的高效头部姿态估计

的 面 部 区 域 ，可 直 观 观 察 模 型 特 征 聚 焦 的 变 化 规

律。由图 7 可见，模型在迭代过程中在面部特征和

头 部 轮 廓 等 关 键 区 域 展 示 出 较 高 的 注 意 力 。 这 是

因 为 这 些 区 域 对 于 头 部 姿 态 的 判 定 起 到 了 重 要 作

用，尤其是在姿态角度较为极端的情况下。

针对存在大面积面部遮挡、头部极端偏转角度

的 困 难 样 本 ，模 型 能 够 自 适 应 调 整 注 意 力 分 布 策

略 ，主 动 降 低 被 遮 挡 无 效 区 域 的 权 重 占 比 ，将 注 意

力资源集中分配至剩余未被遮挡、富含姿态判别信

息 的 有 效 面 部 区 域 ，以 此 规 避 遮 挡 带 来 的 特 征 干

扰。该差异化优势得益于 FRM 五官关系挖掘模块

与 CDF 隐秘位移表征模块的协同配合，二者联合增

强了模型筛选、锁定高价值面部关键区域的感知能

力 ，能 够 过 滤 冗 余 干 扰 信 息 ，稳 定 提 取 可 靠 的 姿 态

特 征 ，最 终 显 著 提 升 模 型 在 遮 挡 、极 端 偏 转 等 复 杂

无约束场景下的头部姿态估计精度与鲁棒性。

4） 挑战情景下的可视化

为 了 验 证 本 文 模 型 在 挑 战 性 场 景 中 的 头 部 姿

态估计表现，本节对 AFLW2000 包含复杂场景的测

试图像进行了可视化分析。如图 8 所示，本节对比

各种方法在挑战情景下的模型能力，分别对比模型

预测结果和热力图，热力图内虚线圈内区域对应模

型核心关注区域，便于横向对比各模型的注意力分

布特点。

在 低 光 照 、耳 部 遮 挡 、头 部 极 端 偏 转 等 易 造 成

面 部 有 效 信 息 缺 失 、成 像 质 量 受 损 的 挑 战 性 场 景

下，本文 ForHPE 模型，依托五官旋转位移关联特征

建 模 的 优 势 ，热 力 图 虚 线 圈 内 区 域 能 够 高 度 贴 合

眼 、鼻 、耳 、口 等 具 备 姿 态 几 何 信 息 的 面 部 关 键 结

构，热区边界清晰、聚焦范围紧凑，几乎不存在向无

关背景扩散的无效注意力。

多组挑战情形下样本的可视化结果直观证实，

本 文 所 提 模 型 在 头 部 姿 态 估 计 任 务 中 具 备 更 强 的

场 景 鲁 棒 性 。 面 对 光 照 不 足 、局 部 遮 挡 、极 端 偏 转

等复杂干扰条件时，模型可稳定锁定与头部姿态强

相关的五官特征区域，有效规避无效背景信息带来

的特征干扰，为各类无约束复杂场景下精准的头部

姿态预测提供稳健、高辨识度的特征表征支撑。

图 7　AFLW2000 数据集上，各模型深度特征可视化

Fig. 7　Visualization of depth features of each model on AFLW2000 dataset
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4　  结  语

本 文 提 出 了 一 种 基 于 五 官 旋 转 位 移 关 系 表 征

的 HPE 方法，旨在充分挖掘五官之间的空间结构与

高层语义关联，从而增强模型对遮挡情况下关键区

域 关 系 的 建 模 能 力 。 本 文 设 计 了 FRM 模 块 ，利 用

五官结构可见性与准确性之间的负相关特性，引导

模 型 关 注 五 官 间 的 空 间 几 何 与 语 义 关 系 。 提 出 了

CDF 模块，以旋转过程中五官间的相对位移为核心

构 建 稳 健 的 特 征 表 示 ，适 应 复 杂 遮 挡 场 景 ，并 引 入

隐秘位移特征回归组件，实现对遮挡图像特征向非

遮 挡 图 像 特 征 的 迁 移 。 最 后 ，在 BIWI 与

AFLW2000 两个数据集及其遮挡版本上进行实验，

结 果 表 明 本 文 方 法 在 遮 挡 条 件 下 显 著 优 于 多 种 先

进 方 法 ，在 非 遮 挡 场 景 中 也 保 持 了 竞 争 性 的 准 确

率，验证了所提模型的有效性。后续将基于本文头

部姿态估计模型开展多方向拓展研究，充分挖掘模

型提取面部空间关联特征的优势，将现有框架迁移

至人脸年龄识别、面部表情识别等相关人脸分析任

务中，进一步丰富模型的应用场景与研究价值。
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